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Abstract

Este estudo aplica a metodologia proposta por Duanmu et al. (2019) na análise de
retornos de hedge funds brasileiros, com o objetivo de replicar e validar os acha-
dos originais em um contexto diferente. Utilizamos uma combinação de técnicas
de análise de cluster, regressão lasso e uma versão aprimorada, o adaptive lasso
(adalasso), para replicar os retornos de um conjunto diversificado de hedge funds
no Brasil. A aplicação dessas metodologias permitiu identificar padrões de desem-
penho e estrutura de risco que são consistentes com os resultados encontrados por
Duanmu et al (2019). Nossos achados indicam que a introdução do adalasso oferece
uma melhora na identificação de fatores de risco relevantes, proporcionando uma
modelagem mais robusta e menos sensível ao sobreajuste. Este estudo contribui
para a literatura ao fornecer uma análise comparativa das técnicas de modelagem
de hedge funds em um mercado emergente.
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1 Introdução

Os Hedge Funds estabeleceram-se como importantes agentes do mercado financeiro
por conta de conseguirem retornos com baixa correlação com outras classes de ativos.
O primeiro motivo para tal é que, por definição, são fundos com o objetivo de
usar quaisquer estratégias para diminuir a volatilidade e aumentar o retorno, como
alavancagem e venda a descoberto. O segundo vem de seus gestores poderem investir
em diversas classes de ativos não tradicionais, como derivativos.

Entretanto, os hedge funds apresentam características negativas: altas taxas de
administração, baixa liquidez para a venda de suas cotas e falta de transparência
dos portfólios. Diante disso, começa um campo de estudo em Finanças voltado
à tentativa de replicação dos retornos desses fundos para que o investidor possa
proteger-se dessas mazelas. O primeiro impasse para a replicação é criar uma carteira
de ativos acessíveis ao investidor e que tenha retornos similares aos do hedge fund.
O segundo impasse é entender se o investidor conseguiria identificar e quantificar
corretamente os fatores de risco atrelados aos retornos dos hedge funds. Caso os
retornos possam ser explicados por "betas alternativos", ou seja, caso o retorno seja
recompensa pela exposição aos fatores de risco alternativos do modelo, a replicação é
possível. Fung and Hsieh (2004) encontram evidências de que há “betas alternativos”
ligados a fatores de risco baseados em ativos (“asset-based style factors”).

Esta monografia tem a proposta de utilizar a metodologia de Duanmu et al.
(2019). Isto é motivado pelas inovações na área de replicação de hedge funds pro-
postas, conforme descrito pelos autores. Elas são a criação de fatores de risco com
ETFs e o uso de técnicas avançadas de seleção de modelos e variáveis. Adicional-
mente, propõe-se explorar técnicas alternativas para a seleção e redução de var-
iáveis, focando na aplicação do Adaptive LASSO, uma vez que os estimadores deste
modelo mostram-se mais consistentes em comparação ao LASSO tradicional, que é
utilizado no estudo mencionado acima. Finalmente, a verificação da aplicabilidade
dessa metodologia utilizando dados de Hedge Funds brasileiros é crucial para atestar
sua validade externa, beneficiando os stakeholders do mercado financeiro.





2 Revisão de Literatura

A literatura de replicação de Hedge Funds através de fatores de risco segue uma
abordagem de análise no estilo de Sharpe (1992). Dito isso, o estudo seminal de Fung
e Hsieh(2001) introduz as estratégias baseadas em regras, principalmente criando
portfólios de straddles retrospectivos (“lookback straddles”), o que se aproxima mais
do que é feito pelos gestores de Hedge Funds.

Já em Fung e Hsieh (2004), são encontradas evidências da capacidade de se
replicar um Hedge Fund, visto que boa parte dos retornos pode ser explicada por
betas alternativos. Além disso, o alpha de Fung e Hsieh (2004) aparece como um
indicador da capacidade de se prever os retornos utilizando os risk factor do modelo.
Portanto, ele denota a eficiência do modelo na identificação correta da estrutura de
risco a que os retornos estão atrelados.

Hasanhodzic e Lo (2007) aplica a metodologia de fatores de risco e estima seis
fatores utilizando os retornos de Hedge Funds individuais para depois analisar o
desempenho dos replicantes. Seus resultados são positivos para várias categorias de
fundos, mas, para as categorias “Event Driven” e “Emerging Markets”, os replicantes
não alcançam os resultados desejados.

A introdução de modelos não lineares para a replicação dos retornos Hedge Funds
foi objeto de estudo de Amenc et al.(2010) e de Roncalli e Weisang (2009). Ambos
chegaram à conclusão de que há poucas evidências da presença de não-linearidades
na distribuição desses retornos independentemente da estratégia seguida pelo fundo.
Ademais, os resultados de Amenc et al. (2010) constatam que o uso do racional
econômico na seleção dos fatores para cada categoria de Hedge Fund leva a uma
melhora na performance dos replicantes fora da amostra.

Giamouridis e Paterlini (2010) e Weber e Peres (2013) criam um maior número
de fatores de risco (16 e 30, respectivamente). Então, utilizam técnicas de Statistical
Learning, como regressões stepwise e métodos de encolhimento (RIDGE e LASSO)
em todo o conjunto de fatores com o intuito de encontrar o melhor conjunto de
fatores para cada fundo. Além disso, Weber e Peres (2013) empregam fatores de
risco totalmente investíveis (utilizam contratos futuros de portfólios negociados por
profissionais para oferecer diversificação de carteira a fundos e investidores institu-
cionais), levam em consideração a variação no tempo dos fatores (utilizando Média
Móvel Ponderada Exponencialmente (EWMA)) e também tentam incorporar custos



de transação e métricas de intensidade de transação no modelo.

Duanmu et al. (2019) inovam ao argumentar que ETFs passivos podem ser
interpretados como proxies para os fatores de risco dos Hedge Funds por seus padrões
de retorno serem gerados de maneira formulada, sem a intervenção humana, de modo
que o universo dos ETFs abranja os fatores levados em conta pelos investidores.
Outro ponto relevante é a utilização do R2 ajustado, similarmente a Titman and Tiu
(2011) e Bollen (2013) para definir a “replicabilidade” dos fundos de investimento.
Os fundos replicáveis são aqueles cuja correspondência de R2 ajustado dentro da
amostra é a melhor. Fora da amostra, os replicantes tiveram, inclusive, desempenho
melhor do que o portfólio de fundos de hedge replicáveis, provavelmente por conta da
disparidade entre as estruturas de taxas contabilizada. Assim como Bollen (2013),
Bali et al. (2011, 2012, 2014) e Titman and Tiu (2011), Duanmu et al. (2019)
demonstram que há uma relação entre a exposição a risco sitemático e os retornos
dos Hedge Funds.



3 Formalização do Problema

Em finanças, o retorno de um ativo é uma medida de ganho ou perda que um
investidor obtém sobre esse ativo em um período de tempo específico. O retorno é
calculado com base nos preços de compra e venda do ativo, refletindo a mudança
no valor do ativo ao longo do tempo. Matematicamente, o retorno Rt de um ativo
entre os tempos t− 1 e t pode ser expresso da seguinte forma:

Rt =
P t − P t−1

P t−1
× 100

onde:

• Rt é o retorno aritmético percentual do ativo no tempo t.

• P t é o preço do ativo no tempo t.

• P t−1 é o preço do ativo no tempo t− 1.

Uma carteira de ativos é uma combinação de diversos investimentos, como ações,
títulos e fundos, que um investidor possui. O objetivo principal de construir uma
carteira é diversificar o risco e potencializar o retorno, que é a medida do ganho ou
perda que um investidor obtém em um período de tempo específico. O retorno é um
valor fundamental, pois fornece uma indicação do desempenho de um investimento
e ajuda na tomada de decisões sobre onde alocar recursos.

O retorno de uma carteira, em um determinado período de tempo, é dado pela
média ponderada dos retornos dos ativos que a compõem, com os pesos correspon-
dendo à proporção do valor total da carteira alocada em cada ativo. Assim, o retorno
de uma carteira R

(t)
p pode ser representado pela seguinte fórmula:

R(t)
p =

n∑
i=1

βiR
(t)
i

onde:

• R
(t)
p é o retorno aritmético da carteira no tempo t.

• βi é a fração do valor total da carteira alocada no ativo i.



• R
(t)
i é o retorno aritmético do ativo i no tempo t.

• n é o número de ativos na carteira.

Neste trabalho, o objetivo é construir uma carteira de ETFs (Exchange-Traded
Funds) que consiga replicar os retornos de Hedge Funds. Os ETFs são fundos que
acompanham índices, setores ou outras classes de ativos, e podem ser negociados
em bolsa de valores como ações. Os retornos serão calculados em base diária, ou
seja, em intervalos de um dia.

Para replicar os retornos dos Hedge Funds, consideramos a seguinte equação que
modela o retorno de uma carteira de ETFs:

r
(t)
i = β1ETF_ret(t)1 + β2ETF_ret(t)2 + . . .+ βjETF_ret(t)j

onde:

• r
(t)
i é o retorno aritmético da carteira no tempo t.

• βj são os coeficientes que representam a alocação de cada ETF j.

• ETF_ret(t)j é o retorno aritmético da ETF j no tempo t.

O cerne da questão está em selecionar os ETFs e encontrar os valores de βj que
maximizem a semelhança do retorno da carteira formada por ETFs com o retorno
reportado por cada Hedge Fund. Como a porcentagem dos recursos alocados em
cada ativo da carteira deve somar 1, deveria haver uma restrição no momento de
implementar as metodologias de estimação dos parâmetros βj. Para evitar essa
complicação, optamos por inserir um ativo de renda fixa (r(t)f ) na nossa carteira com
seu respectivo β0:

r
(t)
i = β0r

(t)
f + β1ETF_ret(t)1 + β2ETF_ret(t)2 + . . .+ βjETF_ret(t)j

Com uma simples manipulação algébrica, encontramos a equação que não neces-
sita de restrição para algum dos parâmetros das ETFs:

r
(t)
i −r

(t)
f = β1(ETF_ret(t)1 −r

(t)
f )+β2(ETF_ret(t)2 −r

(t)
f )+ . . .+βj(ETF_ret(t)j −r

(t)
f )



Formalização do Problema

A equação acima pode ser reescrita de outro modo que facilita a compreensão
de que, agora, o β0 omitido faz com que a soma dos βs seja igual a 1:

r
(t)
i =

(
1−

n∑
j=1

βj

)
r
(t)
f +

n∑
j=1

βjETF_ret(t)j

onde r
(t)
i é o retorno aritmético ajustado da carteira no tempo t.





4 Métodos de Seleção

Dada a formalização do problema apresentada no capítulo anterior, o próximo passo
é lidar com o número de ETFs e a colinearidade inerente a seus retornos. Méto-
dos de estimação convencionais, como o OLS (Ordinary Least Squares), enfrentam
uma limitação significativa para este estudo: o número de variáveis explicativas ex-
cede o número de observações disponíveis. Portanto, é necessário utilizar métodos
de seleção de variáveis para garantir a convergência do modelo. Neste capítulo,
discutiremos o LASSO e o adaLASSO, ambos utilizados nas estimativas, além do
Autometrics, uma metodologia avançada de stepwise regression.

4.1 Autometrics

Esta seção segue Epprecht et al. (2017). O Autometrics é uma metodologia de
regressão stepwise para seleção de variáveis, fundamentada no algoritmo GETS
(General-to-Specific). Este algoritmo seleciona automaticamente modelos empíricos
a partir dos dados observados, explorando todos os caminhos possíveis de redução,
começando com um modelo geral e eliminando variáveis insignificantes até restarem
apenas as variáveis relevantes. A metodologia Autometrics passa por cinco estágios
principais:

1. Formulação do GUM

• O primeiro estágio envolve a especificação do Modelo Geral Não Restrito
(GUM) pelo usuário, com base em teoria do assunto, conhecimento institu-
cional, contingências históricas, disponibilidade de dados e informações de
medição. O GUM deve incluir variáveis potencialmente relevantes e excluir
efeitos irrelevantes, garantindo ortogonalidade entre os regressores.

2. Testes de Especificação

• Após a estimativa do GUM por mínimos quadrados ordinários, a segunda
etapa consiste em testar o modelo para identificar erros de especificação.
Os testes garantem que o modelo seja congruente, ajustando o nível de sig-
nificância ou excluindo testes conforme necessário durante a simplificação
do GUM.



3. Reduções Pré-busca

• Na terceira etapa, ocorre uma simplificação preliminar do GUM, elimi-
nando variáveis altamente irrelevantes com base em testes F e t. A cada
redução, são confirmados os testes de diagnóstico para assegurar a con-
gruência, resultando em um novo GUM que servirá de base para as etapas
seguintes.

4. Caminhos Múltiplos de Redução

• O algoritmo então implementa uma busca por múltiplos caminhos, ini-
ciando de todos os pontos de exclusão possíveis. As buscas filtram repeti-
damente variáveis relevantes usando testes t e F em bloco, verificando a
congruência do modelo a cada etapa. O caminho é encerrado quando todas
as variáveis restantes são significativas ou um teste de diagnóstico falha,
resultando no modelo terminal desse caminho.

5. Seleção do Modelo Final

• Após explorar todos os caminhos e encontrar os modelos terminais dis-
tintos, utiliza-se o procedimento de encompassing para testar entre eles,
retendo apenas as especificações sobreviventes. Os modelos terminais são
testados contra sua união para encontrar um modelo abrangente não dom-
inado. O processo continua até que se obtenha um modelo final único,
selecionado por um critério de informação predefinido.

Além de compartilhar essas etapas com o algoritmo PcGets, o Autometrics intro-
duz melhorias, como a busca em árvore e a capacidade de detectar outliers utilizando
saturação de indicadores de impulso (IIS ). Isso permite ao Autometrics lidar com
mais variáveis candidatas do que observações, aplicando o algoritmo de blocos cruza-
dos quando necessário.

Os dados encontrados por Epprecht et al. (2017) mostram que, quando há
colinearidade nos dados e grande número de variáveis em relação ao número de ob-
servações, é preferível usar LASSO e adaLASSO em detrimento do Autometrics.
Como observado no estudo, os modelos estimados pelo Autometrics apresentaram
resultados insatisfatórios fora da amostra quando as variáveis candidatas eram cor-
relacionadas, enquanto LASSO e adaLASSO conseguiram selecionar modelos com
estatísticas satisfatórias em termos de R2 fora da amostra e RMSE.



Métodos de Seleção

4.2 LASSO

Como mencionado anteriormente, utilizaremos o método LASSO para a seleção
de variáveis. Tibshirani (1996) propôs este modelo como uma alternativa para a
regressão Ridge, especialmente para casos com parâmetros potencialmente iguais
a 0 em alta dimensão. No LASSO, utiliza-se a penalidade ℓ1, que consiste em
penalizar o módulo dos β’s. Desse modo, os coeficientes LASSO minimizarão a
seguinte equação:

β̂
(t)
LASSO = argmin

β(t)


n∑

i=1

(
y
(t)
i − β

(t)
0 −

p∑
j=1

x
(t)
ij β

(t)
j

)2

+ λ(t)

p∑
j=1

|β(t)
j |


Onde:

• y
(t)
i é o valor observado da variável dependente na i-ésima observação no tempo
t,

• β
(t)
0 é o intercepto do modelo no tempo t,

• x
(t)
ij representa o valor da j-ésima variável independente na i-ésima observação

no tempo t,

• β
(t)
j é o coeficiente associado à j-ésima variável independente no tempo t,

• λ(t) é o parâmetro de penalização no tempo t que controla o nível de shrinkage
(redução) dos coeficientes,

• |β(t)
j | é o valor absoluto do coeficiente β

(t)
j , sendo a penalização ℓ1 aplicada sobre

esses valores para promover a seleção de variáveis no tempo t.

A seleção das variáveis ocorre por conta da penalização ℓ1. Através desta metodolo-
gia de otimização, torna-se possível reduzir o modelo para que não contenha as
variáveis explicativas que revelam pouca ou nenhuma informação sobre a variável
dependente. Isso ajuda a lidar melhor com colinearidades, proporcionando um ganho
significativo na interpretabilidade do modelo resultante e na capacidade de identi-
ficar efeitos significativos em um conjunto menor de variáveis.



4.3 adaLASSO

Um impasse ao trabalhar com o LASSO está na consistência de sinal do estimador
LASSO. De acordo com Zhao e Yu (2006), ela requer a validade da "Irrepresentable
Condition" e, para tal, deve haver um limite para a correlação entre as variáveis
selecionadas e não selecionadas.

Para superar este empecilho, Zou (2006) propôs o modelo adaLASSO (Adaptive
LASSO), que inclui os pesos ωj na penalização. A partir disto, lida-se com uma
condição para a consistência mais fraca, a "Weighted Irrepresentable Condition". O
problema de minimização para encontrar os β̂adaLASSO é montado da seguinte forma:

β̂
(t)
adaLASSO = argmin

β(t)


n∑

i=1

(
y
(t)
i − β

(t)
0 −

p∑
j=1

x
(t)
ij β

(t)
j

)2

+ λ(t)

p∑
j=1

ω
(t)
j |β(t)

j |


Onde:

• y
(t)
i é o valor observado da variável dependente na i-ésima observação no tempo
t,

• β
(t)
0 é o intercepto do modelo no tempo t,

• x
(t)
ij representa o valor da j-ésima variável independente na i-ésima observação

no tempo t,

• β
(t)
j é o coeficiente associado à j-ésima variável independente no tempo t,

• λ(t) é o parâmetro de penalização no tempo t que controla o nível de shrinkage
dos coeficientes,

• ω
(t)
j são os pesos aplicados na penalização de cada coeficiente no tempo t, adap-

tativos de acordo com a relevância prévia estimada de cada variável.

Portanto, em casos como o estudado nesta pesquisa, cuja gama de variáveis é
grande e a correlação entre elas é relevante, o modelo LASSO pode não apresentar
consistência nos seus resultados. De acordo com a literatura citada acima, nota-se
que o uso do adaLASSO adequa-se melhor ao escopo deste estudo. Assim, serão
geraos resultados com ambos os modelos para que haja comparação de seus resul-
tados.



Métodos de Seleção

Para encontrar os ωj, há uma etapa prévia em que utiliza-se o MQO, em pequena
dimensão, ou o LASSO tradicional, em alta dimensão. Através desta etapa, serão
encontrados os estimadores ωj. Com estes ωj, os pesos são usualmente encontrados
com a seguinte fórmula:

ω
(t)
j =

1(
β̂j,RIDGE

)(t)
+ 1√

n(t)

Onde:

• ωj é o peso aplicado ao coeficiente βj no modelo adaLASSO,

• β̂j,RIDGE são os estimadores iniciais dos coeficientes, obtidos pelo método RIDGE,

• n é o tamanho da amostra, usado para ajustar os pesos, onde
√
n ajuda a

diminuir a influência de β̂j,RIDGE à medida que o tamanho da amostra aumenta,
promovendo uma maior penalização para coeficientes baseados em estimadores
menos certos.





5 Medidas de Desempenho

Neste capítulo, serão elaboradas explicações de algumas medidas de desempenho
relevantes para a área de replicação de Hedge Funds.

5.1 Mean Excess Monthly Returns

Mean Excess Monthly Returns ou Média do Excesso de Retornos Mensais é uma
medida simples para comparar os retornos de um investimento a outro. Para tal,
ao comparar o retorno do replicador do fundo com o próprio fundo, esta medida,
mesmo que simples, pode dar informações relevantes. O cálculo consiste em subtrair
da media mensal do retorno do replicador a media mensal do retorno do fundo.

5.2 Sharpe Ratios

O Sharpe Ratio (1994) é uma medida que calcula a recompensa em termos de cada
ponto percentual de volatilidade que se tem em dado portfólio. Para tal, o cálculo
é feito a partir da seguinte fórmula:

Índice de Sharpe =
Rp −Rf

σp

Onde:

• Rp é o retorno médio do portfólio,

• Rf é o retorno de um ativo livre de risco, como por exemplo, títulos do Tesouro
ou CDI,

• σp é o desvio padrão do retorno do portfólio, representando o risco total do
portfólio.

Assim como em Weber et al. (2013), neste estudo será utilizado o Sharpe Ratio
para comparar o desempenho do replicador com o desempenho do fundo.



5.3 Sortino Ratio

O Sortino Ratio (1994) tem o mesmo numerador que o Sharpe Ratio, mas, no
denomidador, considera-se somente a volatilidade para baixo ("downside volatility").
Dessa forma, procura-se calcular a recompensa em relação às quedas do retorno do
portfólio. Assim, ativos que oferecem maior proteção a retornos negativos terão
melhor performance de acordo com este indicador.

Sortino Ratio =
Rp −Rf

σd

Onde:

• Rp é o retorno médio do portfólio,

• Rf é o retorno de um ativo livre de risco, como por exemplo, títulos do Tesouro
ou CDI,

• σd é o desvio padrão dos retornos negativos, medindo apenas a volatilidade as-
sociada aos retornos abaixo de um determinado limite.

5.4 Information Ratios

A Information Ratio (Razão de Informação) é uma medida do retorno ajustado ao
risco de um portfólio em relação a um benchmark ou retorno alvo. É calculada da
seguinte forma:

Information Ratio =
Rp −Rb

σp

Onde:

• Rp é o retorno médio do portfólio,

• Rb é o retorno do benchmark ou índice comparável,

• σp é o desvio padrão dos retornos excedentes do portfólio sobre o benchmark,
representando o risco do portfólio relativo a esse benchmark.



Medidas de Desempenho

5.5 Skewness

Skewness é uma medida estatística que descreve a assimetria na distribuição dos
retornos de um ativo financeiro em torno de sua média. A fórmula é:

Skewness =
E[(X − µ)3]

σ3

Onde:

• E[(X − µ)3] é o valor esperado (ou a média) dos desvios ao cubo da média (µ)
dos retornos,

• σ é o desvio padrão dos retornos,

• Uma assimetria positiva indica que a cauda no lado direito da distribuição é
mais longa ou mais gorda que a esquerda, sugerindo uma maior probabilidade
de altos retornos. Por outro lado, uma assimetria negativa indica um potencial
para retornos mais baixos.

5.6 Attrition Rates

A Taxa de Atrito, frequentemente usada no contexto da análise da base de clientes,
mede a taxa na qual os clientes deixam de fazer negócios com uma entidade. É
calculada da seguinte forma:

Attrition Ratio =
Número de Clientes Perdidos

Número Total de Clientes no Início

Onde:

• Número de Clientes Perdidos é o número de clientes que pararam de comprar ou
assinar o serviço durante um certo período,

• Número Total de Clientes no Início é o total de clientes no início do período.





6 Metodologia

Neste capítulo, a metodologia adotada será explicada. O racional utilizado aqui
segue de perto o que foi adotado em Duanmu et al (2019). A primeira subseção
aborda a redução do número de ETFs a serem utilizados de forma a atenuar o efeito
da colinearidade entre eles. A segunda subseção descreve como serão utilizados o
LASSO e o adaLASSO. A terceira subseção aborda a replicação. Na quarta, abor-
damos como foram feitas as janelas preditivas e o rebalanceamento dos coeficientes
dos modelos.

Como descrito no capítulo 3, o retorno de uma carteira é uma combinação linear
do retorno dos ativos que a compõe, onde cada coeficiente representa a proporção
do valor total investido no ativo. Desse modo, a regressão a ser montada segue a
seguinte fórmula:

r
(t)
i,gross − r

(t)
f = β

(t)
1 (ETF(t)

1 − r
(t)
f )+β

(t)
2 (ETF(t)

2 − r
(t)
f )+ . . .+β

(t)
j (ETF(t)

j − r
(t)
f )+ ϵ

(t)
i ,

• r
(t)
i,gross é o retorno aritmético bruto mensal do fundo i,

• r
(t)
f é a taxa livre de risco representada pelo retorno diário do CDI,

• β
(t)
1 , β

(t)
2 , . . . , β

(t)
j são os coeficientes de regressão que medem a sensibilidade do

retorno do fundo i em relação ao retorno dos ETFs correspondentes, refletindo a
exposição do fundo a cada ETF,

• ETF(t)
1 ,ETF(t)

2 , . . . ,ETF(t)
j representam os retornos aritmético dos ETFs,

• ϵ
(t)
i é o termo de erro, representando a parte do retorno do fundo i que não é

explicada pelos retornos dos ETFs selecionados.

Getmansky et al (2004) evidenciam que os retornos de fundos de hedge apre-
sentam correlação serial, atribuível tanto às posições em ativos ilíquidos quanto à
suavização deliberada realizada pelos gestores ao reportarem esses retornos. Com
base nesses achados, implementamos uma correção de suavização do tipo MA(2) nos
retornos dos fundos de hedge utilizados em nossos modelos de regressão.

Ao subtrair a taxa livre de risco tanto do retorno do Hedge Fund quanto do
retorno dos ETFs, implicitamente fazemos com que a soma dos betas seja 1. Neste
ponto, separa-nos da literatura de referência (Duanmu et al (2019)), que supõe a



falta de necessidade da soma dos coeficientes ser igual a 1. Ademais, existe o β
(t)
0

referente à porcentagem do capital investido na taxa livre de risco, cujo cálculo é
relevante para os Hedge Funds que serão replicados.

r
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• r
(t)
i,gross é o retorno aritmético bruto mensal do fundo i,

• rf (t) é a taxa livre de risco representada pelo retorno diário do CDI,

• β
(t)
0 é o coeficiente que mede a parcela do retorno do fundo i atribuível direta-

mente à taxa livre de risco, representando a porcentagem do capital do fundo
investido em ativos de risco zero,

• β
(t)
i para i = 1, 2, . . . , 100 são os coeficientes de regressão que medem a sensibil-

idade do retorno do fundo i em relação ao retorno dos ETFs correspondentes,
refletindo a exposição do fundo a esses ETFs,

• ETF(t)
i representa o retorno aritmético dos ETFs.

6.1 Cluster Analysis dos ETFs

Para reduzir ainda mais os efeitos adversos da colinearidade entre os retornos dos
ETFs, optou-se por fazer um cluster analysis deles além de usar o LASSO e o
adaLASSO posteriormente. A colinearidade impacta negativamente as regressões
pois leva a estimativas imprecisas dos coeficientes, infla a variância dos estimadores e,
geralmente, leva a um baixo desempenho preditivo. Desse modo, ainda que o LASSO
e o adaLASSO consigam lidar com parte deste problema por conta do encolhimento
dos coeficientes e da seleção de variáveis, é necessário utilizar este outro artifício.

O cluster analysis é feito antes de rodar o LASSO e o adaLASSO para que haja
uma pré-seleção dos ETFs com retornos mais relevantes. Dentro de cada cluster,
será escolhido o ETF cuja distância entre ele e o centro do cluster seja a menor. Para
calcular tal distância, utilizamos a medida SDI de Sun et al(2012) e selcionamos o
ETF com o menor SDI, que vai servir como uma proxy para os outros ETFs do
cluster. A fórmula do SDI é a seguinte:
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SDI(t)i = 1− corr(r(t)i , µ
(t)
I )

Onde:

• corr(r(t)i , µ
(t)
I ) é a correlação do retorno do ETF i com o retorno médio dos ETFs

do mesmo cluster I,

• µ
(t)
I =

∑
i∈I r

(t)
i

count(i∈I) é a média dos retornos do cluster I.

Assim como em Duanmu et al (2019), o número ótimo de clusters é escolhido
iterativamente. Criamos modelos fazendo variar de 2 a 100 o limite de clusters.
Os retornos dos ETFs escolhidos em cada um dos 99 modelos para cada Hedge
Fund serão usados como variáveis explicativas nos modelos LASSO e adaLASSO.
Finalmente, o modelo replicante é o modelo com menor BIC dentre os 99.

6.2 LASSO e adaLASSO

Após o cluster analysis, rodamos o LASSO e o adaLASSO, como foi descrito no
capítulo 4. Diante do que foi dito acima e do formalização do LASSO no Capítulo
4, a equação de minimização do LASSO será a seguinte:
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Onde:

• r
(t)
i,gross é o retorno aritmético bruto na i-ésimo Hedge Fund,

• rf (t) é a taxa livre de risco,

• ETF(t)
j representa o retorno aritmético do j-ésimo ETF selecionado no cluster

analysis,

• β
(t)
0 é o coeficiente associado à taxa livre de risco, representando o impacto direto

de rf (t) sobre o retorno do fundo,

• β
(t)
j para j = 1, 2, . . . , 100 é o coeficiente associado ao retorno do j-ésimo ETF,



• λ é o parâmetro de penalização que controla o nível de shrinkage (redução) dos
coeficientes,

• |β(t)
j | é o valor absoluto do coeficiente β

(t)
j , sendo a penalização ℓ1 aplicada sobre

esses valores para promover a seleção de variáveis e a exclusão de coeficientes
irrelevantes.

Além disso, a equação de minimização do adaLASSO fica da seguinte forma:
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• r
(t)
i,gross é o retorno aritmético bruto mensal do fundo i,

• rf (t) é a taxa livre de risco representada pelo retorno diário do CDI,

• β
(t)
0 é o coeficiente associado diretamente à taxa livre de risco, representando a

porcentagem do capital do fundo investido em ativos de risco zero,

• β
(t)
j para j = 1, 2, . . . , 100 são os coeficientes de regressão que medem a sensibil-

idade do retorno do fundo i em relação ao retorno dos ETFs correspondentes,
refletindo a exposição do fundo a esses ETFs,

• ETF(t)
j representa o retorno aritmético dos ETFs selecionados no cluster analysis

para j = 1, 2, . . . , 100,

• λ é o parâmetro de penalização que controla o nível de shrinkage (redução) dos
coeficientes,

• ω
(t)
j são os pesos aplicados na penalização de cada coeficiente, adaptativos de

acordo com a relevância prévia estimada de cada variável, inclusive para β
(t)
0 .

Vale notar que, como foi escrito no capítulo referente ao adaLASSO, os pesos
ω
(t)
j são calculados deste modo:

ω
(t)
j =

1

β̂
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Onde:



Metodologia

• ω
(t)
j é o peso aplicado ao coeficiente β

(t)
j no modelo adaLASSO,

•
(
β̂j,RIDGE

)(t)
são os estimadores iniciais dos coeficientes, obtidos pelo método

RIDGE,

• n(t) é o tamanho da amostra, usado para ajustar os pesos, onde
√
n(t) ajuda

a diminuir a influência de
(
β̂j,RIDGE

)(t)
à medida que o tamanho da amostra

aumenta, promovendo uma maior penalização para coeficientes baseados em es-
timadores menos certos.

6.3 Replicação

Consideramos os valores do BIC (Bayesian Information Criteria) das regressões
correspondentes como proxies internos da "qualidade geral" da nossa metodologia.
Interpretamos um R2 ajustado mais elevado e valores de BIC mais baixos como
indicativos do sucesso da nossa metodologia em captar os fatores de risco dos Hedge
Funds e, consequentemente, do potencial para replicar os retornos desses fundos
usando ETFs.

Entretanto, o objetivo principal é testar o poder preditivo da metodologia, de
modo a validar o poder explicativo interno demonstrado pelos altos valores de R2

e baixos valores de BIC. O LASSO e adaLASSO são rodados in-sample para um
período de 1 ano levando em conta retornos diários das ETFs e Hedge Funds. Após
verificar quais coeficientes não são nulos, rodamos um OLS com as variáveis sele-
cionadas pelo LASSO e adaLASSO.

Como rodamos o cluster analysis limitando o número máximo de clusters a 100,
na terceira etapa, escolhemos, dentre os 99 modelos possíveis, o que teve o mel-
hor desempenho no ano in-sample para ser o replicante de um fundo na primeira
janela preditiva. Finalmente, falta medir o desempenho deste replicante para o próx-
imo mês. O desempenho do replicante do Hedge Fund é determinado da seguinte
maneira:

ReplicantRet(t)i =
n(t)∑
j=1

β
(t−1)
j (ETF

(t)
j − r

(t)
f ), (6.1)

• ReplicantRet(t)i é o retorno aritmético do clone do fundo de cobertura no tempo



t,

• r
(t)
f é a taxa livre de risco no tempo t,

• n(t) é o número total de ETFs selecionados na regressão LASSO ou adaLASSO
para o fundo de cobertura,

• β
(t−1)
j é o coeficiente do ETF j selecionado na janela de dois anos pela regressão

LASSO ou adaLASSO,

• ETF
(t)
j é o retorno aritmético do ETF j no tempo t.

6.4 Janelas Preditivas e Rebalanceamento

Neste estudo, a metodologia adotada segue um processo de estimação e seleção de
Exchange-Traded Funds (ETFs) relevantes baseado em um ano de retornos diários.
Os coeficientes são então estimados para o próximo mês, seguindo uma estratégia
de rebalanceamento mensal dos betas, que determinam a alocação em cada ETF.
Por exemplo, para cada Hedge Fund, o modelo é estimado para fevereiro e treinado
utilizando dados de fevereiro (do ano anterior) a janeiro. Posteriormente, o processo
é repetido com treinamento de março a fevereiro do ano seguinte, estimando os coefi-
cientes para março do ano seguinte. Esta abordagem permite capturar as dinâmicas
de mercado ao longo do tempo e ajustar as alocações conforme as condições econômi-
cas e financeiras evoluem. A metodologia é facilmente aplicável numa perspectiva de
mercado financeiro, possibilitando que os betas sejam atualizados automaticamente
conforme novos dados se tornam disponíveis, garantindo uma adaptação contínua
às condições do mercado e baixo custo de manutenção. Esta abordagem é um dos
pontos em que nos afastamos de Duanmu et al. (2019).

A imagem a seguir ilustra como foi aplicada esta metodologia de janelas predi-
tivas e rebalanceamento dos coeficientes.
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Nota: Nota-se que as janelas preditivas variam de tamanho pois utilizamos re-
tornos diários de um mês e cada mês pode ter número diferente de dias úteis.
Foi escolhida a média móvel de 27 dias (observações) porque 27 é a média de
observações por mês.





7 Dados

Neste estudo, utilizamos dados de Hedge Funds e dados de ETFs. Os dados de
Hedge Funds foram cedidos pela Quantum através de sua base de dados. No total,
são analisados 147 fundos a partir do dia 2 janeiro de 2018 até 26 de abril de 2023.

A tabela a seguir apresenta um resumo das estatísticas descritivas para os re-
tornos aritméticos diários de Hedge Funds:

Resumo Estatístico Geral dos Hedge Funds
Total de Observações 184,674
Total de Fundos 147
Data Inicial 2018-01-02
Data Final 2023-04-26
Retorno Médio (%) 0.514
Desvio Padrão do Retorno (%) 1.28
Retorno Mínimo (%) -31.5
Retorno Máximo (%) 31.2
Mediana do Retorno (%) 0.288
Total de Retornos Positivos 92,597
Total de Retornos Negativos 92,077
Percentual de Retornos Positivos 50.1%
Percentual de Retornos Negativos 49.9%

Os dados apresentados na tabela evidenciam uma ampla variação nos retornos
dos Hedge Funds durante o período analisado. O retorno médio foi ligeiramente pos-
itivo, indicando uma ligeira tendência de crescimento ou desempenho favorável em
comparação ao esperado. A mediana do retorno também é positiva, refletindo que
mais da metade dos fundos tiveram um desempenho levemente positivo. O desvio
padrão alto sugere uma volatilidade significativa nos retornos, refletindo a natureza
variável dos investimentos em Hedge Funds. A presença de retornos extremos, tanto
negativos quanto positivos, destaca a diversidade de resultados obtidos pelos fundos
no período de análise. Além disso, a proporção equilibrada entre retornos positivos e
negativos sugere uma distribuição quase uniforme de resultados, com 50.1 por cento
de retornos positivos e 49.9 por cento de retornos negativos.

A seguir temos dois gráficos. O primeiro deles mostra quantos Hedge Funds
apresentam retorno para cada mês do horizonte de tempo analisado. O segundo
apresenta um histograma dos retornos aritméticos diários de todos os Hedge Funds.

Além dos Hedge Funds, este estudo também analisa dados de Exchange-Traded



Funds (ETFs), que foram adquiridos do FirstRateData.com. Os ETFs abrangem um
período similar ao dos Hedge Funds, desde o dia 2 de janeiro de 2018 até 26 de abril
de 2023. Esses fundos são conhecidos por sua capacidade de oferecer diversificação
instantânea e são amplamente utilizados tanto por investidores individuais quanto
institucionais.

A tabela a seguir apresenta um resumo das estatísticas descritivas para os re-
tornos aritméticos diários de ETFs analisados:

https://www.firstratedata.com
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Resumo Estatístico Geral dos ETFs
Total de Observações 2,373,482
Total de ETFs 2,169
Data Inicial 2018-01-02
Data Final 2023-04-26
Retorno Médio (%) 2.38
Desvio Padrão do Retorno (%) 6.49
Retorno Mínimo (%) -89.8
Retorno Máximo (%) 9,533
Mediana do Retorno (%) 1.03
Total de Retornos Positivos 1,197,307
Total de Retornos Negativos 1,071,716
Percentual de Retornos Positivos 52.8%
Percentual de Retornos Negativos 47.2%

Os ETFs mostraram uma variabilidade significativa nos retornos durante o período
analisado. Com um total de 2,373,482 observações, o conjunto de dados é substan-
cialmente grande e inclui 2,169 ETFs diferentes. O retorno médio dos ETFs foi
positivo em 0.0238, sugerindo uma ligeira tendência de crescimento no período anal-
isado. A volatilidade, medida pelo desvio padrão, é relativamente alta em 6.49, indi-
cando uma variação significativa nos retornos. Valores extremos nos retornos, com
um mínimo de -89.8 e um máximo de 9,533, destacam a diversidade de resultados
obtidos por diferentes ETFs. A mediana do retorno também é positiva em 0.0103, o
que sugere que, em geral, os ETFs tiveram um desempenho favorável. Além disso,
52.8 por cento dos retornos foram positivos, enquanto 47.2 porcento foram nega-
tivos, refletindo uma leve predominância de resultados positivos no período.

A seguir temos dois gráficos. O primeiro deles mostra quantas ETFs apresentam
retorno para cada mês do horizonte de tempo analisado. O segundo apresenta um
histograma dos retornos aritméticos diários de todas as ETFs.





8 Resultados

As tabelas a seguir fornecem um resumo das métricas de desempenho dos modelos
ao longo dos anos de 2019 a 2023. Esses resultados são fundamentais para avaliar a
capacidade dos modelos em capturar e replicar características essenciais dos retornos
dos fundos por meio da seleção estratégica de ETFs. As métricas apresentadas são
médias de todas as estimativas mensais realizadas para todos os fundos, agregadas
por ano e modelo, oferecendo uma visão abrangente e consolidada do desempenho
dos modelos ao longo do tempo. Além delas, temos um scatter plot comparando o
R2 quando utilizamos o LASSO e o adaLASSO.

Médias das Estatísticas dos Fundos por Ano
Ano Número de Fundos Sharpe Ratio (%) Sortino Ratio (%)

2019 125 -8.15 -6.16
2020 145 -12.5 3.06
2021 147 3.18 13.0
2022 147 -0.760 4.73
2023 147 -2.08 -6.68

Médias das Estatísticas por Modelo e Ano (Parte 1)
Modelo Ano Total de ETFs ETFs Selecionadas R² R² Ajustado

adalasso 2019 1439 18.2 0.485 0.447
lasso 2019 1439 23.7 0.501 0.451

adalasso 2020 1607 19.0 0.532 0.496
lasso 2020 1607 25.5 0.562 0.514

adalasso 2021 1853 12.3 0.428 0.401
lasso 2021 1853 17.7 0.453 0.413

adalasso 2022 2164 13.1 0.494 0.467
lasso 2022 2164 16.0 0.498 0.465

adalasso 2023 2165 14.6 0.572 0.546
lasso 2023 2165 17.1 0.577 0.546

Nota: As estatísticas são calculadas a partir das médias de cada janela preditiva das
previsões feitas em um ano para todos os Hedge Funds.

A análise comparativa entre os modelos adalasso e lasso revelou diferenças signi-
ficativas em suas abordagens de seleção de variáveis e desempenho preditivo. O
adalasso demonstrou uma propensão para selecionar um conjunto mais restrito
de variáveis, indicando uma abordagem potencialmente mais conservadora na con-
strução do modelo. Além disso, o lasso apresentou consistentemente valores mais
altos de Erro Quadrático Médio (MSE) na previsão dos retornos dos fundos ao longo
de todos os anos analisados, apesar de alcançar um R2 superior. Este resultado sug-
ere uma maior sensibilidade do lasso a sobreajustes ou ruídos nos dados. No gráfico,



Médias das Estatísticas por Modelo e Ano (Parte 2)
Modelo Ano Sharpe Ratio (%) Sortino Ratio (%) MSE MAE Mean Error

adalasso 2019 -1.92 3.47 0.302 0.408 0.0446
lasso 2019 -0.122 6.47 0.322 0.419 0.0520

adalasso 2020 6.32 18.4 1.20 0.731 0.113
lasso 2020 6.84 20.1 1.47 0.779 0.115

adalasso 2021 0.0113 4.31 0.595 0.568 0.000726
lasso 2021 -0.183 4.37 0.610 0.578 -0.00176

adalasso 2022 1.10 5.00 0.667 0.590 0.0295
lasso 2022 1.65 6.37 0.671 0.589 0.0296

adalasso 2023 -22.4 -23.3 0.528 0.522 -0.0721
lasso 2023 -23.4 -23.9 0.535 0.522 -0.0733

Nota: As estatísticas são calculadas a partir das médias de cada janela preditiva das previsões
feitas em um ano para todos os Hedge Funds.

fica evidente que o R2 ajustado do adalasso tende a ser maior, comportamento que
não fica explícito na tabela de médias. Essas nuances ressaltam a importância da
análise detalhada das métricas de desempenho e das estratégias de seleção de var-
iáveis adotadas por cada modelo

Quando se analisa o desempenho dos modelos replicantes (adalasso e lasso) em
relação aos fundos reais em termos de Sharpe Ratio e Sortino Ratio, observa-se uma
disparidade interessante. Os modelos replicantes geralmente apresentaram índices
positivos para essas métricas ao longo dos anos, embora modestos, enquanto os
fundos reais consistentemente mostraram resultados negativos ou próximos a zero
para ambos os índices. Isso sugere que os modelos replicantes, apesar de suas lim-
itações, conseguiram gerar retornos (ajustados ao risco) superiores aos dos fundos
reais. No entanto, é importante notar que esse padrão não se manteve no ano de
2023, onde os fundos reais apresentaram um desempenho significativamente supe-
rior aos replicantes. Essa reversão nos resultados merece uma análise posterior mais
aprofundada, considerando possíveis mudanças nas condições de mercado ou outras
variáveis que possam ter influenciado esse fenômeno. Além disso, vale ressaltar que
os modelos replicantes não internalizam os custos de transação, o que é um fator
contribuinte para seu melhor desempenho em condições normais.

Para complementar, ambos os modelos adalasso e lasso exibiram um desem-
penho consistente na replicação dos retornos dos hedge funds, como evidenciado
pelo Mean Error e MAE, que mostraram uma diferença média de menos de 1 por
cento em relação aos retornos reais para todos os anos analisados. Esse resultado
destaca a robustez das metodologias na previsão precisa dos retornos, minimizando
discrepâncias significativas com os dados observados, o que é crucial para aplicações
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financeiras que demandam precisão e confiabilidade nas projeções de desempenho.

Adicionalmente, ao comparar os índices de Sharpe e Sortino entre os modelos
replicantes e os fundos reais, observamos uma volatilidade consideravelmente menor
nos replicantes. Em particular, os histogramas que comparam o Sharpe Ratio do
adalasso com o dos fundos, bem como o Sortino Ratio do adalasso com o dos fundos,
revelam que os replicantes apresentam uma menor variabilidade nas suas estatísticas
de desempenho. Ao optar por escalas livres nos gráficos, conseguimos evidenciar a
frequência maior de valores negativos nas estatísticas dos fundos reais em compara-
ção com os replicantes, ressaltando a menor exposição ao risco dos replicantes. Essa
constatação é especialmente relevante para investidores que buscam estratégias com
menor volatilidade e risco ajustado.

Além disso, um gráfico que mostra a média móvel das médias dos retornos de to-
dos os fundos em comparação com todas as previsões reforça a eficácia das metodolo-
gias de replicação utilizadas. Observamos que, de maneira geral, os replicantes
conseguem acompanhar razoavelmente a performance dos fundos reais ao longo do
tempo, indicando uma habilidade de previsão consistente dentro das janelas predi-



tivas consideradas. No entanto, quando analisamos os gráficos de retornos acumula-
dos, que ilustram a evolução de um investimento hipotético de 1000 reais tanto nos
fundos quanto nos replicantes, constatamos uma divergência significativa na perfor-
mance acumulada. Especificamente, nos últimos quatro gráficos, observamos que,
embora os modelos replicantes tenham um bom desempenho preditivo nas janelas
temporais analisadas, a replicação dos retornos acumulados ao longo do tempo não
apresenta a mesma eficácia.

Esse descompasso pode ser atribuído à metodologia de utilização de janelas
móveis de um ano para o treinamento dos modelos, que não incorpora todas as
variáveis e eventos que impactam os dados históricos completos. Como resultado, os
modelos podem falhar em capturar as dinâmicas de longo prazo dos fundos, levando
a uma discrepância na replicação dos retornos acumulados. Esse ponto ressalta a
importância de considerar diferentes abordagens de treinamento que possam inte-
grar um horizonte temporal mais amplo, possibilitando uma replicação mais fiel e
eficaz do desempenho acumulado dos fundos.
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Nota: Foi escolhida a média móvel de 27 dias (obsservações) porque 27 é a média
de observações por mês, dado que a base de Hedge Funds tem observações para
os dias úteis brasileiros.



Nota: Exemplo de retorno acumulado para Fundo 1.

Nota: Exemplo de retorno acumulado para Fundo 2.
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Nota: Exemplo de retorno acumulado para Fundo 3.





9 Conclusão

A replicação dos retornos de Hedge Funds brasileiros, utilizando a metodologia ap-
resentada por Duanmu et al. (2019), apresentou resultados consistentes com os
encontrados na literatura. Nesta pesquisa, construímos modelos de fatores de risco
baseados em ETFs e empregamos análise de clusters para minimizar o impacto da
colinearidade entre as variáveis. Além disso, utilizamos métodos de seleção de var-
iáveis por meio de técnicas de Machine Learning, especificamente o LASSO e o
adaLASSO. Essa abordagem foi aplicada em um framework adaptado para a uti-
lização no mercado financeiro.

Apesar de nossa metodologia ter utilizado retornos diários em vez de mensais
e um período de um ano de treinamento para prever um mês, em contraste com
o período de dois anos de treinamento para prever um ano adotado por Duanmu
et al. (2019), os modelos apresentaram um R2 ajustado semelhante. Isso pode
ser atribuído ao fato de que, ao considerar retornos diários, o modelo captura mais
fielmente os altos riscos a que os Hedge Funds estão expostos. Além disso, a perfor-
mance dos modelos replicantes em relação ao Sharpe Ratio e ao Sortino Ratio foi
superior à dos Hedge Funds, corroborando os resultados encontrados por Duanmu
et al. (2019).

A principal contribuição desta pesquisa reside na comparação entre os desempen-
hos do LASSO e do adaLASSO. Observou-se que o adaLASSO teve um desempenho
superior em termos de Erro Quadrático Médio (MSE) e R2 ajustado. Essa superior-
idade pode ser explicada pela natureza mais conservadora do adaLASSO na seleção
de variáveis, o que reduz o risco de overfitting. Além disso, a condição de consistên-
cia do adaLASSO ("Weighted Irrepresentable Condition"), que é menos restritiva,
lida melhor com a colinearidade entre as variáveis explicativas.

Uma das limitações da metodologia escolhida foi a utilização de janelas móveis de
um ano para o treinamento dos modelos, o que pode ter levado a uma performance
fraca dos replicantes em relação ao retorno acumulado quando comparados aos fun-
dos reais. Essa abordagem não considera todas as variáveis e eventos de longo prazo
que impactam os dados históricos completos, resultando em uma replicação menos
eficaz dos retornos acumulados dos fundos. Isso destaca a necessidade de explorar
diferentes metodologias que integrem um horizonte temporal mais amplo para uma
replicação mais fiel do desempenho dos fundos ao longo do tempo.



Como possíveis extensões deste estudo, sugere-se a incorporação dos custos de
transação para tornar o modelo mais aplicável na prática, a automação do rebal-
anceamento dos coeficientes com base em métricas de ajuste do modelo e/ou mu-
danças nas características dos Hedge Funds, e a inclusão de outros fatores de risco
no modelo.
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